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あらまし 本論文では，携帯電話による通信時に取得される空間的粒度が粗く，時間間隔も一定ではない疎な
位置情報履歴から個人の有意位置を検出するための手法を提案する．有意位置とは，自宅や職場，行きつけの店
がある町など，ある程度の滞在頻度がある場所を指す．有意位置においては，空間的・時間的に近い範囲内で通
信がまとまって行われると考えられるため，位置情報履歴をクラスタリングすることで有意位置を検出すること
ができる．しかし，位置情報の空間的な近接性に着目した従来のクラスタリング手法では，移動中に発生する通
信の影響で検出精度が悪化するという問題があった．この問題を解決するため，本研究では位置情報の時間的な
近接性に着目し，通信基地局を単語，ある一定の時間窓に含まれる位置情報履歴（通信基地局群）を文書とみな
すことで，文書集合の潜在的トピックを推定する手法である潜在的ディリクレ配分法（LDA）を適用する．12

名の通信履歴を用いた実験の結果，従来手法よりも優れた有意位置検出精度を達成できることが分かった．
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1. ま え が き

携帯電話は利用者とほとんど常に行動を共にする

電子デバイスであるので，日常生活の様々な記録を

ライフログとして残すための手軽で便利な手段であ

ると考えられている [1]．近年，Twitter（注1）やGoogle

Buzz（注2）などに代表されるように，家の内外問わずに

気軽に自らの身の回りの情報を発信できる（ポストす

る）ようなWebサービスが人気を博している．これら

のサービスにおいては，各ポストに GPS情報（全地

球測位システム：GPS）を付加することができ，あと

から読み返してみたときに，自らの記憶と関連づける

ための重要な手掛りとなっている．しかし，Webサー

ビス上には利用者が手動でポストを行ったときのみに

位置情報が記録されるので，記録できる総量には限界
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がある．また，携帯電話の GPS機能を常時有効にし

て携帯端末内に位置情報を蓄積していく方法も考えら

れるが，バッテリーの消耗が早まる問題がある．

我々は，利用者に負担をかけることなく日常活動の

記録を残す手段として，通信事業者のインフラで取得

できる通信記録を用いる方法に着目している．ネット

ワーク上の膨大な通信は記録され，インフラの異常や

障害を発見し，原因を追究して迅速に復旧するために

利用されている．また，認証や課金を行う上でも，通

信に関わる記録が必要である．通常，こうした記録は

特定の目的のために必要な期間だけ保管され，期限が

過ぎれば消去されてきた．しかし，これをライフログ

分析に利用できれば，利用者に対して有用な情報を

フィードバックすることができる．

事業者のインフラで収集される通信記録は，全体の

総量は巨大であるものの，個人の通信記録のみに着目

すると空間的・時間的に疎である点で特徴的である．

携帯電話を用いた通信（通話やメールの送受信）が発

生したときのみに限り，その時刻と接続先基地局（位

（注1）：http://twitter.com/

（注2）：http://www.google.com/buzz
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図 1 ある被験者の 1 か月間の位置情報履歴
Fig. 1 Location history in one month.

置情報）とが記録されている．しかし，GPSデータと

は異なり，空間的な粒度は基地局の立地密度に依存す

るので，地域によっては疎になりやすい．また，時間

間隔が一定ではなく，利用者によっては，通信は朝晩

に集中していて昼間はほとんど発生しないという場合

もある．例として，ある利用者の 1か月間の位置情報

履歴を図 1 に示す．図中のマーカはこの間に行われた

通信の接続先基地局の位置を示している．

本研究では，こうした特徴をもつ位置情報履歴を用い

て，利用者にとって意味のある場所（有意位置）[2], [3]

を検出することに取り組む．有意位置とは，自宅や職

場のように定期的に滞在する場所や，休日に行きつけ

のお店がある町など，ある程度の滞在時間がある場所

を指す．解析結果は，行動パターンが類似した利用者

をターゲットにした情報配信などに利用できると考え

られる．一般的に，有意位置では空間的・時間的に近

い範囲内で通信がまとまって行われると考えられるの

で，位置情報履歴をいくつかのグループにクラスタリ

ングすることで有意位置を検出することができる．

本論文の構成は以下のとおりである．まず，2.で本

研究の位置付けを述べる．次に，3.で提案手法につい

て説明し，4. で評価実験について報告する．最後に，

5.でまとめと今後の課題を述べる．

2. 研究の位置付け

位置情報履歴から有意位置検出を行う目的で，これ

まで，位置情報の空間的・時間的な情報に着目したク

ラスタリング手法が考案されてきた．

空間的な情報に着目したクラスタリング手法として，

定期的な位置測位や GPSによる空間的に高精度かつ

時間的に高密度なデータに対して，DBSCANと呼ば

れる位置情報の局所性に基づく凝集型のクラスタリン

グ方法 [4] や二次元平面上における無限混合ガウスモ

デルを用いた方法 [5] が提案されている．また，通信

に利用された基地局の空間的に疎な位置情報履歴に対

しても，Leader Algorithm と呼ばれる凝集型のクラ

スタリング方法 [6] が提案されている．しかし，この

ような手法では，有意位置間を電車などで移動中に発

生する通信（有意位置における通信ではない）の影響

を受けて，推定された有意位置の位置がずれてしまう

問題があることが知られている [7]．

一方，時間情報を利用したクラスタリング手法とし

て，滞在時間に基づく方法 [7], [8] や滞在地における

基地局の切り換わり回数に基づく方法 [9] が提案され

ている． [7] では，位置情報を時間順に逐次的に処理

し，二点間の距離があるしきい値以下のもの同士を逐

次的に併合した上で，滞在時間が一定のしきい値以上

のクラスタを選択する手法を提案している． [8]では，

k-means 法を改良したクラスタリングの結果に対し，

総滞在時間の基準でフィルタリングする手法を提案し

ている．[9]では，有意位置での通信に使用する基地局

数は少数に限られるという仮定のもと，通信に利用さ

れた基地局の履歴に対して，基地局の切り換わり回数

の上限値（例えば 3回）を設ける手法を提案している．

本研究では，位置情報の空間的・時間的な局所性に

着目したクラスタリング手法を提案する．通信時に得

られる位置情報履歴は時間的・空間的に疎であるが，

あるタイミングでまとまって発生するというバースト

性をもつことが知られている [10]．そこで，ある比較

的短い時間区間で利用される通信基地局は限られてい

るという性質を利用して，有意位置推定を行うことが

できる．このとき，位置情報履歴の時間的な密度には

個人差があり，基地局の空間的な密度には地域差があ

るため，有意位置の個数や各有意位置において利用さ

れる基地局の個数などを事前に設定することなしに，

高精度なクラスタリングを行うことを試みる．

3. 有意位置推定手法

本研究では，利用者の行動の背後には有意位置 1，

有意位置 2，· · ·のような潜在的なクラスがあり，それ
ぞれの潜在的なクラスの中で利用される基地局は偏っ

ている（いくつかの限られた基地局のみが使用される）

と仮定する．位置情報履歴に対してある一定の長さを

もつ時間窓をシフトさせながら適用し，その中で利用
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図 2 有意位置推定手法：位置情報履歴を滑走時間窓により分割して LDA を適用
Fig. 2 A proposed method of discovering personally meaningful places: LDA is

applied to temrapol segments of the location history.

された基地局の分布（ヒストグラム）を計算すると，

有意位置に対応する時間区間ではある特定のクラスの

みが出現しやすく，移動中に対応する時間区間では複

数のクラスが混ざって出現しやすいなどといったマイ

ニングが可能になると考えられる．

このような潜在的なクラスを発見するため，本研究

では潜在的ディリクレ配分法（Latent Dirichlet Al-

location: LDA）[11]を利用する．LDAは，もとは自

然言語処理分野で提案された文書のためのトピックモ

デルである．近年，画像処理 [12]，音楽情報処理 [13]，

ソーシャルネットワーク解析 [14]などの様々な分野に

おいて，物体のカテゴリー，楽曲のジャンル，コミュ

ニティといったデータに内在する潜在的なクラス構造

（便宜的に「トピック」と呼ばれる）を推定するため

に広く利用され，その有効性が確かめられている．更

に，検出すべき有意位置の数を個人ごとに適切に推定

するため，ノンパラメトリックベイズ理論を用いる．

具体的には，LDAをノンパラメトリックベイズ拡張し

た階層ディリクレ過程 LDA（Hierarchical Dirichlet

Process LDA: HDP-LDA）[15]を利用する．

3. 1 位置情報履歴に対する LDAの適用

LDA を位置情報履歴に対して適用するには，「単

語」及び「文書」に相当するものを定義する必要があ

る．本研究では，ある短い時間区間において（特に有

意位置において）特定の基地局が利用されやすいとい

う性質に着目している．これは，各文書において特定

の単語が頻出しやすいという性質と同様である．した

がって，基地局を単語，ある一定の時間内に利用され

た基地局の集合を文書をみなすことで，LDA を適用

することができる．ただし，同じ基地局が複数回利用

された場合は，それらは別々の観測（同じ単語が複数

文書に含まれる）として取り扱うものとする．具体的

には，本研究では，時間幅 T，シフト幅 S の滑走時

間窓を用いて，位置情報履歴から一定幅の時間区間を

次々に切り出すことで，時間局所的な位置情報履歴を

一つの文書とみなし（図 2），各区間について，自然言

語処理分野で Bag-of-Wordsベクトルに相当するもの

として，その間に通信を行った基地局 IDのヒストグ

ラムを作成する．本研究では，S は 15分とし，T は

30分から 150分まで変化させた．

このように時分割された基地局の集合に対して LDA

を適用すると，各時間区間（文書）dにおけるトピッ

クの混合比 θd 及び各トピック k における基地局（単

語）の使用頻度分布 φk が得られる．本研究では，あ

る有意位置において利用される基地局の共起パターン

は，あるトピックにおける基地局の分布と対応してい

ると仮定し，φk を観察することで有意位置を推定す

る．各トピック k に対応する地理空間上の位置を求め

るには，基地局の分布 φk のもとでの基地局の地理空

間上の位置の重み付き平均を計算した．

しかし，実際には，移動中に相当するトピックも形

成されてしまう問題がある．この問題を解決するには，

有意位置では少数の基地局と通信を行う可能性が高く，

移動中には多くの基地局と通信を行う傾向があること

に着目する．すなわち，各トピック k のエントロピー

H(φk)の逆数を計算することで，有意位置らしさを評

価することができる．

3. 2 潜在的ディリクレ配分法

本節では，基本的な LDAの概要と，確率モデルの

定式化及び学習方法について説明する．
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3. 2. 1 各文書に対するトピックの混合

LDA は，Blei らによって提案された文書集合に対

するベイズ的な生成モデルである [11]．今，全データ

中の文書数を D，単語の語彙の集合をW，そのサイ

ズを V とする．各文書 d ∈ {1, · · · , D} は，K 個の

「トピック」から構成されていると仮定し，その混合

比をK 次元ベクトル θd で表す．ここで，トピックと

は，語彙の集合W に含まれる各単語が出現する確率

の集合を意味し，各トピック k ∈ {1, · · · , K}は V 次

元ベクトル φk で表すことができる．ただし，θd 及び

φk のいずれに関しても，各要素は確率値であり，全

ての要素を足し合わせると 1になるよう正規化されて

いる．通常の混合モデルでは各文書を K 個のうちの

いずれかのトピックに排他的に割り当てるのに対し，

LDA では，文書（時間窓）内の各単語（基地局）を

それぞれ異なるトピックに排他的に割り当てる．した

がって，各文書が複数のトピックの混合から生成され

る点が特徴的である．なお，トピックとは必ずしも人

間の感覚と合致したものではなく，文書データから自

己組織的に学習されるものであることに注意する．

3. 2. 2 確率モデルの定式化

本項では，LDA の確率モデルの定式化について説

明する．各文書 d に含まれる単語数を Nd とし，文

書 d を観測変数の集合 Xd = {xd,1, · · · , xd,Nd} で表
す．文書 dを複数のトピックから構成されているよう

に表現するには，文書 dに含まれる各単語 xd,n ∈ W

(n = {1, · · · , Nd}) が別々のトピックに所属すること
を許容することが必要である．すなわち，各観測変数

について，それが K 個のうちどのトピックに所属す

るかを示す潜在変数の集合 Zd = {zd,1, · · · , zd,Nd}が
存在する．ここで，zd,n ∈ {1, · · · , K}であり，その値
は文書 dにおけるトピックの混合比 θd に従って確率

的に決まる．ここで，zd,n = k と決まれば，単語分布

φk に従って単語 xd,n が確率的に決まる．

以上の確率モデルを構成する確率変数は以下のと

おりである．まず，全文書における観測変数及び潜

在変数をまとめて，X = {X1, · · · , XD} 及び Z =

{Z1, · · · , ZD}としておく．また，パラメータ（各文書
におけるトピックの混合比・各トピックにおける単語分

布）に関しても，θ = {θ1, · · · , θD}及びφ = {φ1, · · · ,
φK}としておく．
今，各文書 dにおけるトピックの混合比 θd 及び各

トピック k における単語分布 φk も未知であるから，

それらの不確実性を適切に取り扱いたい．そこで，こ

れら離散分布に対する共役事前分布としてディリクレ

分布（Dirと表記）を導入する．まとめると，LDAの

生成モデル（図 3 (a)）は以下のようになる．

(1)各トピック k (k = 1, · · · , K)に対して

(1.1) Dir(βτ )から単語分布 φk を生成

(2)各文書 d (d = 1, · · · , D)に対して

(2.1) Dir(απ)からトピックの混合比 θd を生成

(2.2)各単語 n (n = 1, · · · , Nd)に対して

(2.2.1)離散分布 θd から潜在変数 zd,n を生成

(2.2.2)離散分布 φzd,n
から観測変数 xd,n を生成

ここで，α，π，β，τ は超パラメータであり，α及び

β はディリクレ分布の集中度，π 及び τ はディリクレ

分布の平均である．π 及び τ は，全要素を足して 1に

なるよう正規化されている（通常は一様分布）．

3. 2. 3 確率モデルの学習

確率モデルの学習とは，文書データが与えられたと

きに，潜在変数 zd,n 及び未知のパラメータ φk 及び

θd の事後分布を推定することである．しかし，真の事

後分布を解析的に計算することはできないため，何ら

かの近似解法が必要になる．Bleiらは，変分ベイズ法

（Variational Bayes; VB）を用いて，真の事後分布を

解析的に導出可能な分布で近似する学習法を提案して

いる [11]．一方，Griffithsらは，周辺化ギブスサンプ

リング（Collaped Gibbs Sampling; CGS）を用いて，

パラメータである φk 及び θd を積分消去した空間で，

潜在変数 zd,n の値を効率的にサンプリングしていく

方法を提案している [16]．Tehらは，CGSと同様に，

パラメータを積分消去した空間で変分ベイズ法により

潜在変数 zd,n の事後分布を推定する周辺化変分ベイ

ズ法（Collaped Variational Bayes; CVB）を提案し

ている [17]．このように，パラメータを周辺化して推

論を行う場合でも，φk 及び θd の事後分布や期待値を

求めることは容易である．

3. 3 階層ディリクレ過程潜在的ディリクレ配分法

次に，HDP-LDAの概要と，確率モデルの定式化及

び学習方法について説明する．ノンパラメトリックベ

イズモデルの解説としては， [18]も参照されたい．

3. 3. 1 トピック数の自動調節

これまでトピック数 K は既知であるとしてきたが，

文書データに合わせて適切な値を設定するのは容易

ではない．この問題を解決するため，文書データに合

わせて自動的にトピック数を調節することができるよ

う LDAを拡張したものが HDP-LDAである．HDP-

LDA は，LDA におけるトピック数 K を無限に発散
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(a) LDA (b) HDP-LDA

図 3 LDA と HDP-LDA の確率的生成モデルのグラフィカル表現
Fig. 3 Graphical representations of LDA and HDP-LDA.

させたときの極限に等しい．もし，文書データが無限

に存在すれば，その生成過程を記述するのに無限個の

トピックが必要になるであろう．しかし，現実的には

文書データは有限であるので，本来無限個存在するう

ちでたかだか有限個のトピックを選んで利用するだけ

で十分である．すなわち，文書データの複雑さに合わ

せて，「実質的な」トピック数が自動的に調節される．

3. 3. 2 確率モデルの定式化

本項では，HDP-LDAの確率モデルの定式化につい

て説明する．いま，LDAにおいて K → ∞の極限を
考えると，文書 dにおけるトピックの混合比 θd は無

限次元の離散分布になる．したがって，トピックの混

合比に対するディリクレ分布Dir(απ)も無限次元とな

る．実は，この無限次元のディリクレ分布は，αを集

中度，π を基底測度とするディリクレ過程（Dirichlet

Process: DP）と等価であり，DP(α, π)で表す．DP

から生成されるトピックの混合比の期待値は α にか

かわらず π であるが，α が大きいほど π と似通った

混合比 θd がサンプルされる確率が高くなる．すなわ

ち，DPを用いると，無限次元の離散分布 π（基底測

度）に基づき，それとは少し異なる無限次元の離散分

布 θd を確率的に生成することができる．

無限次元の離散分布 π をどのように生成するかとい

う問題に対しては，階層ディリクレ過程（Hierarchical

Dirichlet Process: HDP）[15]を構成することで対処

可能である．すなわち，DP の基底測度 π に対する

超事前分布として，DPの実現方法である棒折り過程

（Stick-Breaking Process: SBP）[19]を設定すること

ができる．すなわち，上位階層の DPの集中度を γ と

すると，SBP(γ)から π が生成されると考える．

これらをまとめると，HDP-LDA の生成モデルは，

3. 2. 2で述べた LDAの生成モデルに少し変更を加え

ることで，以下のとおり構成できる（図 3 (b)）．

(1)各トピック k (k = 1, · · · ,∞)に対して

(1.1) Dir(βτ )から単語分布 φk を生成

(2) SBP(γ)からトピックの混合比 π を生成

(3)各文書 d (d = 1, · · · , D)に対して

(3.1) DP(α, π)からトピックの混合比 θd を生成

(3.2)各単語 n (n = 1, · · · , Nd)に対して

(3.2.1)離散分布 θd から潜在変数 zd,n を生成

(3.2.2)離散分布 φzd,n
から観測変数 xd,n を生成

ここで，超パラメータである DPの集中度 α，γ も未

知であるので，ほぼ無情報となるようなガンマ分布を

事前分布として与える．τ は一様分布とする．

3. 3. 3 確率モデルのベイズ学習

ベイズ学習の目的は，LDAと同様に，文書データX

が与えられたときに，潜在変数Z 及び未知のパラメー

タ θ，φ，π，α，γ の事後分布 p(Z , θ, φ, π, α, γ|X)

を推定することである．HDP-LDAにおいても，周辺

化変分ベイズ法 [20]あるいは周辺化ギブスサンプリン

グ [15]を用いて近似推定を行うことができる．これら

はいずれも反復的な解法であるが，一般に，周辺化変

分ベイズ法の方が収束が早く，周辺化ギブスサンプリ

ングの方が精度が高い傾向がある．

求まった各文書 dのトピックの混合比 θd は無限次

元であるが，ある限られた要素のみがある程度の大き

さをもち，他は全てほぼゼロであるようなベクトルと

なっている．そのため，有限の大きさの文書データで

は，ある限られた個数のトピックしか出現しない．

4. 評 価 実 験

本章では，提案手法の有効性を検証するために行っ

た評価実験について報告する．

4. 1 実験用データ

本研究では，実際の携帯電話の通信時に利用された

基地局の位置情報履歴データを対象として実験を行っ

た．被験者は首都圏在住の会社員計 12 名であり，普

段どおり日常生活を送ってもらい，通信履歴を最大 4

週間分取得した．履歴取得後，データ収集期間中の各

被験者の滞留地点（自宅，職場，及び各週の出かけ先）
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表 1 収集したデータの概要
Table 1 Summary of collected data.

被験者 平均レコード数 総通信基地局数 総滞留地点数
No. （1 日当り）

1 7.00 24 5

2 41.75 107 8

3 17.18 36 9

4 42.89 103 11

5 54.82 127 12

6 30.82 65 8

7 35.81 82 9

8 10.48 57 12

9 43.25 54 6

10 13.00 37 9

11 40.32 63 7

12 114.25 75 7

についてのアンケート調査も行った．

表 1 のとおり，被験者ごとの 1日当りのレコード数

（通話，SMSや Eメールの送受信，その他のデータ通

信などによる基地局との通信数）の平均は，多い人で

100 超，少ない人で 10 未満であった．一般的な通信

の利用状況と照らし合わせると，通話の回数は 1人 1

日当り 1.4程度 [21]，Eメールの送受信の回数は 1日

当り 11～20通の人が最も多い [22]というデータがあ

る．以上を足し合わせると 12～22回程度の通信数と

なるが，SMS，Webブラウジング，アプリケーション

による通信数の分が上乗せされるため，平均的にそれ

よりも多い通信数となっている．

全期間中に観測された通信基地局数（LDA におけ

る単語の語彙サイズ V に相当）は，多い人で 120超，

少ない人で 30 未満であった．アンケートの結果得ら

れた滞留地点数は，5～12であった．ここで，滞留地

点数は，自宅及び職場の 2地点に加えて期間を通じて

複数回アンケート回答のあったお出かけ先について重

複を排除した数を合計した数である．

4. 2 実 験 条 件

提案する有意位置検出手法として，LDAに基づくも

のとHDP-LDAに基づくものの 2種類を適用した．滑

走時間窓の時間幅は，T = 30分，60分，90分，120分，

150分の 5種類，滑走窓のシフト幅は，S = 15分で固

定とした．LDA及び HDP-LDAいずれの場合に対し

ても，周辺化ギブスサンプリング法（CGS）及び周辺化

変分ベイズ法（CVB）を用いて学習を行った．それぞれ

の組合せについて，CGS-LDA [16]，CVB-LDA [17]，

CGS-HDP-LDA [15]，CVB-HDP-LDA [20] と呼ぶ

ことにする．学習時の反復回数は，CVB が 100 回，

CGSが 2000回とした．基本的に，事前分布はほぼ無

情報事前分布となるように与えた．ただし，トピック

の単語分布 θ に対するディリクレ分布の超パラメータ

βτ は，各要素が 0.1，1.0，10.0となるときの 3種類

を試した．すなわち，β = V/10, V, 10V の 3 種類で

ある．トピック数については，HDP-LDA の場合は，

トピック数の上限は 50（実際にはこれより少ない数の

トピックが利用される）とし，LDA の場合は，その

限界性能を調べるため，トピック数を K = 1, · · · , 20

と変化させて，実験を行った．

比較のために，従来手法として Leader Algo-

rithm [6] と無限混合ガウス分布（Infinite Gaussian

Mixture Model: iGMM）[5]とを適用した．これらの

手法においては，位置情報に付与されたタイムスタン

プは利用されず，位置情報履歴は二次元平面上の順不

同なデータの集合として取り扱われる．すなわち，通信

が記録されるたびに，利用された基地局の緯度・経度を

一つのデータ点として蓄積される．Leader Algorithm

の適用にあたっては，文献 [6]と同様に，あらかじめ基

地局リストを各基地局と通信した日数の降順に並べ換

えた．また，クラスタリングの際の距離のしきい値は

2000m，3000m，4000 m，5000 m，10000 mの場合

を実験した．iGMMの事後分布の計算には変分ベイズ

法（VB）を用い，反復回数は 100回とした．事前分

布はほぼ無情報事前分布とし，混合数の上限は 50 と

した．

4. 3 評 価 方 法

有意位置検出精度を評価するため，適合率と再現率，

及びそれらの調和平均として求められる F 値を計算

した．適合率と再現率は次式により計算した．

適合率 =
アンケートと対応がとれたクラスタ数

足切り後のクラスタ数

再現率 =
アンケートと対応がとれたクラスタ数

アンケート結果の滞留地点数

以降，これらの算出方法について具体的に説明する．

まず，各種のクラスタリング手法の適用結果に対し，

各クラスタに対して割り当てられた延べ基地局数が，

全クラスタに関する合計の 1%以下のものを除外した．

各クラスタに対して割り当てられた延べ基地局数 nk

は，各時間区間に含まれる基地局に対して割り当てら

れたクラスタ（トピック）が何であるかを調べ，クラ

スタごとにカウントしたものである．

nk =
∑

d,n

I[zd,n = k]
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(a) Leader Algorithm (4000m) (b) iGMM

(c) CGS-LDA (T = 60, β = V ) (d) CGS-HDP-LDA (T = 60, β = V )

図 4 被験者 No.5 の各手法の有意位置抽出結果の比較
Fig. 4 Personally meaningful place maps for subject No.5 extracted by tested

methods.

ここで，I[ ]は [ ]内の条件を満たす場合に 1，それ

以外の場合に 0をとる指示関数である．

次に，残ったクラスタを滞留度に基づいて並べ換え

た．LDA及び HDP-LDAの場合は，各トピック kに

対して，基地局分布 φk のエントロピー H(φk) の逆

数に基づいて滞留度を算出した．Leader Algorithm

の場合は，各クラスタに対する位置情報の割り当て数，

iGMMの場合は，各クラスタ（二次元ガウス分布）の

第一主成分の分散の逆数に基づいて滞留度を算出した．

最後に，滞留度の高さを優先順位として，そのクラ

スタにアンケート結果の滞留地点が対応するか否かを

判定した．具体的には，各クラスタに所属する位置情

報（緯度・経度）に対して二次元正規分布を当てはめ

ることで信頼度= 95%の棄却楕円を描き，棄却楕円領

域と棄却楕円の中心の周囲 2 kmの円領域との和集合

領域内にアンケートで得た滞留地点（駅名）の緯度・

経度が入った場合に，当該クラスタがアンケートと対

応していると判定した．なお，アンケート回答結果の

中に対応づけられる場所が複数ある場合は，回答の記

載順が早いものに対応づけた．

4. 4 実 験 結 果

典型的な 1人の被験者について，Leader Algorithm，

iGMM，LDA，HDP-LDA で得られた有意位置検出

結果を図 4 (a)–4 (d)に示す．図中の家のアイコンはア

ンケート結果の滞留地点を表し，楕円は検出された各

クラスタに対して描いた 95%棄却楕円である．太い線

で描かれたクラスタほど，滞留度が高いことを表して

いる．これを見ると，LDA，HDP-LDAは，自宅・職

場をそれぞれ一つの有意位置クラスタとし，自宅・職

場以外の滞留地点を含む大小様々なクラスタを生成し

ていることが分かる．それに対し，Leader Algorithm

は領域の小さな多数のクラスタが存在し，iGMMは領

域の大きな少数のクラスタが存在することが分かる．
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4. 4. 1 適合率・再現率・F 値による評価

表 2 に，適合率と再現率及び F 値を用いた評価結

果を示す．これらの値は，各手法をそれぞれの被験者

の位置情報履歴データに対して適用して得られた結果

を，全ての被験者に関して平均したものである．LDA

については，被験者ごとに F 値が最大となったトピッ

ク数 K∗ を用いた結果を示している．滑走時間窓の時

間幅 T = 60 を用いた LDA の最大の F 値が最も優

れた F 値を達成した．次いで，滑走時間窓の時間幅

T = 60 を用い，データに基づいてトピック数を自動

的に最適化した HDP-LDAが，二番目に優れた F 値

表 2 適合率・再現率・F 値の比較
Table 2 Results of precision, recall and F -measure.

有意位置検出手法 適合率 再現率 F 値
Leader Algorithm (2000m) 0.276 0.736 0.385

Leader Algorithm (3000m) 0.366 0.700 0.455

Leader Algorithm (4000m) 0.417 0.594 0.462

Leader Algorithm (5000m) 0.403 0.499 0.420

Leader Algorithm (10000m) 0.632 0.369 0.443

iGMM 0.951 0.402 0.551

CGS-LDA (T = 60, β = V ) 0.849 0.796 0.812

CGS-HDP-LDA (T = 60, β = V ) 0.800 0.738 0.749

表 3 被験者ごとの適合率・再現率・F 値の比較
Table 3 Results of precision, recall and F -measure for each subject.

Leader Algorithm iGMM CGS-LDA CGS-HDP-LDA

(4000m) (T = 60, β = V ) (T = 60, β = V )

被験者 No. 適合率 再現率 F 値 適合率 再現率 F 値 適合率 再現率 F 値 適合率 再現率 F 値
1 0.600 0.600 0.600 1.000 0.400 0.571 0.8 0.8 0.8 1.000 0.800 0.889

(3/5) (3/5) (2/2) (2/5) (4/5) (4/5) (4/4) (4/5)

2 0.200 0.875 0.326 1.000 0.375 0.545 1.000 0.875 0.933 0.800 1.000 0.889

(7/35) (7/8) (3/3) (3/8) (7/7) (7/8) (8/10) (8/8)

3 0.571 0.444 0.500 1.000 0.222 0.364 0.889 0.889 0.889 0.857 0.667 0.750

(4/7) (4/9) (2/2) (2/9) (8/9) (8/9) (6/7) (6/9)

4 0.353 0.545 0.429 1.000 0.455 0.625 0.917 1 0.957 0.900 0.818 0.857

(6/17) (6/11) (5/5) (5/11) (11/12) (11/11) (9/10) (9/11)

5 0.348 0.667 0.457 1.000 0.417 0.588 0.769 0.833 0.8 0.889 0.667 0.762

(8/23) (8/12) (5/5) (5/12) (10/13) (10/12) (8/9) (8/12)

6 0.500 0.625 0.556 1.000 0.625 0.769 0.667 0.75 0.706 0.800 0.500 0.615

(5/10) (5/8) (5/5) (5/8) (6/9) (6/8) (4/5) (4/8)

7 0.357 0.556 0.435 1.000 0.444 0.615 0.889 0.889 0.889 0.800 0.889 0.842

(5/14) (5/9) (4/4) (4/9) (8/9) (8/9) (8/10) (8/9)

8 0.250 0.333 0.286 1.000 0.167 0.286 1.000 0.833 0.909 1.000 0.667 0.800

(4/16) (4/12) (2/2) (2/12) (10/10) (10/12) (8/8) (8/12)

9 0.500 0.833 0.625 1.000 0.667 0.800 0.571 0.667 0.615 0.625 0.833 0.714

(5/10) (5/6) (4/4) (4/6) (4/7) (4/6) (5/8) (5/6)

10 0.500 0.222 0.308 1.000 0.333 0.500 1.000 0.444 0.615 0.800 0.444 0.571

(2/4) (2/9) (3/3) (3/9) (4/4) (4/9) (4/5) (4/9)

11 0.444 0.571 0.500 0.667 0.286 0.400 0.857 0.857 0.857 0.625 0.714 0.667

(4/9) (4/7) (2/3) (2/7) (6/7) (6/7) (5/8) (5/7)

12 0.375 0.857 0.522 0.750 0.429 0.545 0.833 0.714 0.769 0.500 0.857 0.632

(6/16) (6/7) (3/4) (3/7) (5/6) (5/7) (6/12) (6/7)

平均 0.417 0.594 0.462 0.951 0.402 0.551 0.849 0.796 0.812 0.800 0.738 0.749

標準偏差 0.124 0.201 0.111 0.115 0.145 0.151 0.133 0.142 0.117 0.151 0.161 0.110

を達成した．一方，Leader Algorithm は，距離のし

きい値が大きくなるほど，多くの点を凝集したクラス

タが生成されやすく全体のクラスタ数が少なくなるた

め，適合率が上昇し，再現率は低下する傾向がある．

しかし，いずれの場合においても F 値において LDA，

HDP-LDA に及ばなかった．iGMM は，領域の大き

い少数のクラスタが生成されやすいため，適合率は最

も高いが，再現率が低くなる問題があり，やはり F 値

において LDA，HDP-LDAに及ばなかった．

表 3 に，各手法による有意位置検出の適合率，再現

率，F 値の被験者ごとの値を示した．太字は被験者ご

とに F 値が最も高いものである．LDA，HDP-LDA

はともに，被験者が申告した滞留地点数に近い適切

なクラスタ数になっており，過半数の被験者について

適合率，再現率がともに高い．それに対し，Leader

Algorithmは，検出クラスタ数が多く，適合率が低い

被験者が存在する．特に出張が多い被験者である被験

者No.2やNo.5に対しては，クラスタ数が多くなる傾

向があることが分かる．iGMMは，LDA，HDP-LDA

と比べて，適合率の分母の値から分かるように検出ク

ラスタ数が少なく，検出されるクラスタも領域の大き
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図 5 CGS-LDA（β = V）のトピック数 K を変化させた場合の被験者ごとの F 値
Fig. 5 Effects of the number of topics K.

なクラスタが多いため，適合率は多くの場合で 1.0と

なった．適合率が 1.0 で再現率が LDA，HDP-LDA

とほぼ対等な被験者 No.6や No.9については F 値に

おいて LDA，HDP-LDAを上回ったが，その他の被

験者については F 値において LDAまたはHDP-LDA

を下回った．

4. 4. 2 トピック数の影響

本項では，LDA のトピック数 K の影響を調査し

た結果について述べる．図 5 の点線は，CGS-LDA

（β = V）について，被験者ごとにトピック数 K を変

化させた場合の F 値を示し，実線は CGS-HDP-LDA

（β = V）の F 値を示している．ここで，滑走時間窓

の時間幅は T = 60とした．点 oは，被験者ごとに最

適なトピック数 K∗ と，そのときの CGS-LDA の F

値を示し，点 xは，アンケートにおいて被験者が滞留

地点として回答した有意位置の正解個数 K̄ と，その

ときの CGS-LDAの F 値を示している．

まず，K∗ の場合で比較すると，全体のうち 10人に

ついて，CGS-LDAが F 値においてCGS-HDP-LDA

を上回ったことが分かる．一方，K̄ と K∗ は被験者

ごとに異なり，3 人の被験者については，K̄ と K∗

が一致し，残りの被験者については一致しなかった．

K̄ で比較すると，逆に，全体のうち 7 人について，

CGS-HDP-LDAが CGS-LDAを上回ったことが分か

る．トピック数K を変化させた場合，1から増加させ

ていくにつれて F 値が上昇し，最大値に到達した後は

緩やかに低下する傾向がある．低下する幅は，トピッ

ク数を事後的に足切りすることによって抑えられてい

る．上下の変動は，F 値が一つの正誤によって変動し

やすいことによる．

以上より，最適なトピック数K∗ を選択した場合は，

CGS-LDAの方が，F 値において，CGS-HDP-LDA

よりよいことが分かる．一方，十分な事前情報が得ら

れないなど，最適なトピック数K∗ を選択することが

難しい場合にも，効率的に既存手法を上回る精度が得

られるという点で，HDP-LDA も有効性が高いと考

える．次項では，HDP-LDAを用いて，データからト

ピック数を自動的に調節する場合の時間窓幅・学習法・

超パラメータの影響について述べる．

4. 4. 3 時間窓幅・学習法・超パラメータの影響

本項では，HDP-LDAを適用する際の，滑走窓の時

間幅 T，ベイズ学習法の選択（CGSあるいは CVB），

単語分布に対するディリクレ事前分布の超パラメータ

β の影響を調査した結果について述べる．

表 4 は，CGS-HDP-LDAについて，適用する滑走

窓の時間幅について比較した結果である．滑走窓に関

しては，30分の時間幅の精度は 60分の時間幅の精度

に対して低く，60～150分の時間幅の F 値は大きく異
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表 6 各手法の有意位置検出結果に表れる自宅，職場の順位の比較
Table 6 Ranking of home and office in extracted personally meaningful places for

each algorithm.

Leader Algorithm iGMM CGS-LDA CGS-HDP-LDA

(4000m) (T = 60, β = 1.0) (T = 60, β = 1.0)

被験者 No. 自宅順位 職場順位 自宅順位 職場順位 自宅順位 職場順位 自宅順位 職場順位
1 1 3 2 1 3 1 2 1

2 1 2 1 - 1 2 1 2

3 2 - 1 - 1 2 1 2

4 2 - 1 - 2 1 2 1

5 3 7 2 1 3 1 2 1

6 2 1 2 1 3 1 2 1

7 3 1 2 1 3 1 2 1

8 2 1 1 2 4 1 3 1

9 3 1 2 1 6 1 3 1

10 - 4 - 1 - 2 - 2

11 7 1 2 1 3 1 2 1

12 7 1 1 2 1 3 1 3

表 4 CGS-HDP-LDA（β = V）における滑走窓の時間
幅 T の適合率・再現率・F 値に対する影響

Table 4 Effects of the time window length T .

滑走窓の時間幅 T 適合率 再現率 F 値
30 分 0.769 0.620 0.665

60 分 0.800 0.738 0.749

90 分 0.754 0.727 0.730

120 分 0.743 0.772 0.744

150 分 0.688 0.799 0.731

表 5 HDP-LDAの学習法の比較と単語事前分布の超パラ
メータ β の適合率・再現率・F 値に対する影響

Table 5 Comparison of learning methods and effects

of hyperparameter β.

適用手法 β 適合率 再現率 F 値
CGS-HDP-LDA V/10 0.527 0.764 0.615

V 0.800 0.738 0.749

10V 0.951 0.470 0.613

CVB-HDP-LDA V/10 0.441 0.730 0.537

V 0.830 0.629 0.682

10V 1.000 0.219 0.323

ならない．一部例外があるが，滑走窓の時間幅が長く

なるほど，適合率が低下し，再現率が上昇する傾向が

ある．これは，滑走窓の時間幅が長くなるほど，1回

の通信に相当する基地局がより多くの Bag-of-Words

ベクトルに出現することになり，検出されるクラスタ

数が増加するためと考えられる．

表 5 は，HDP-LDA について，ベイズ学習法

（CGS，CVB）と単語事前分布の超パラメータ（β =

V/10, V, 10V）について比較した結果である．ベイズ

学習法に関しては CGSがよいことが分かった．CVB

は，初期値依存性が強いため，最適な解に収束してい

ない可能性がある．単語事前分布の超パラメータに関

しては，一般に，小さくするとトピック数が多く，大

きくするとトピック数が少なくなる傾向があるが，本

実験により V がよいことが分かった．

4. 4. 4 滞留度に基づく自宅・職場の検出

最後に，滞留地点の中で特に重要な自宅及び職場の

検出能力の評価を行った．各手法ごとに得られたクラ

スタに対して滞留度を算出し，その順番に並べ換えた．

表 6 に，各手法で自宅及び職場に対応づけられたクラ

スタの順位を示す．表中の「—」は，自宅と職場のク

ラスタが一つになってしまうなどの理由から，自宅ま

たは職場のクラスタが滞留地点と対応づけられない場

合である．HDP-LDA は，過半数の被験者について，

自宅，職場が上位 1位，2位に出現し，残りの被験者

についても，自宅，職場が 3位以内であり，他の手法

に対する優位性が確認できた．被験者 No.3，No.4は

自宅と職場が近い距離にある被験者だが，HDP-LDA

の場合は，出現時間帯の違いをもとにそれぞれを別の

有意位置クラスタとして検出することができた．この

ことは，位置情報履歴の時間局所性を利用することの

有効性を示している．

5. む す び

本論文では，携帯電話による通話・通信時に取得さ

れるような，空間的粒度が粗く，時間間隔が一定では

ない，疎な位置情報履歴から個人の有意位置を検出す

る手法について検討した．時間的に近接するデータ区

間を文書，データ区間に含まれる通信基地局を単語と

みなして，LDAと呼ばれるトピックモデルを適用する

手法を提案した．実データに適用した結果，従来法で

ある Leader Algorithm や iGMM よりも精度良く個
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人の有意位置を検出することができることが分かった．

LDA に対してデータからトピック数を自動的に調節

するように拡張した HDP-LDA も，従来法よりも精

度がよく，最適なトピック数を選択した場合の LDA

に近い精度を達成した．HDP-LDA を適用する場合，

時間窓に関しては 1～2.5 時間程度の幅の時間窓がよ

く，単語事前分布に対する事前分布は一様分布に設定

するとよいことが分かった．

本研究においては時間局所的な基地局の分布は独立

同分布に従うものとみなして，LDAや HDP-LDAを

適用した．今後の課題として，時間的な連続性を考慮

したクラスタリング [23]～[25]を適用することも検討

したい．また，地理情報や利用者のライフスタイルを

考慮したモデル化や，学習の高速化も検討したい．
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