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音型の反復と変形に基づく階層ベイズ音楽言語モデルと
MIDI演奏のリズム採譜への応用

中村 栄太1,a) 糸山 克寿1 吉井 和佳1

概要：本稿では，音型の反復構造を記述するベイジアン音楽言語モデルに基づくリズム採譜（即ち，MIDI

演奏信号からの音価の自動認識）の手法について論ずる．自動採譜では従来，多数の楽譜データからの統
計学習により構成した，音楽の一般的特徴を表す言語モデルが用いられてきた．一方で，多くの楽曲は反
復構造を持ち，限られた音型から成っているため，楽曲ごとに個別の文法が学習できれば，より精密な言
語モデルが得られると考えられる．ここで問題となるのは，演奏から間接的に得られる楽譜に対してその
文法をどのように学習するかと，変形を含む音型の反復をどう扱うかである．本稿では，楽曲ごとに個別
の言語モデルの生成を記述するディリクレ過程と変形を含む音型の組み合わせによる音符の生成過程を記
述する階層 HMM（隠れマルコフモデル）を結合した階層ベイズモデルを提案する．このモデルに基づき，
演奏信号から楽譜とその背後にある楽曲ごとに個別の言語モデルを同時に推定するための推論アルゴリズ
ムを導出する．提案モデルにより従来の HMMよりもリズム採譜の精度が向上することを確認した．

1. はじめに
音楽音響信号から音高とリズムの情報を抽出する（自動）

採譜は，音楽情報処理における根本的問題の一つである．
これまで音高情報を抽出するために楽器音の音響モデルに
関する研究が多く行われてきた [1,2]．一方で，音符の音価
（即ち楽譜で記述される音の長さ）を認識する，リズム採譜
に関する研究もされている [3–8]．これらの研究で，採譜に
は楽譜に関する事前知識を用いるのが重要であると分かっ
てきており，この事前知識を表現する音楽言語モデルを構
成するための機械学習手法が研究されてきた．中でも，楽
譜データから音楽の特徴を統計学習するために，音声認識
でも用いられる [9] HMM（隠れマルコフモデル）が広く用
いられている [5–7, 10, 11]．これにより従来，多数の楽譜
データにより学習することで，音楽の一般的特徴を表す言
語モデル（一般的音楽モデルと呼ぶ）が構成されてきた．
多くの楽曲は反復構造を持つため [12–15]，個々の楽曲

は音楽的に可能な音型（あるいは音符パターン）の中から
選ばれた，限られたもので構成されている．この様に楽曲
ごとに個別の「コンパクトな」文法を学習できれば，一般
的音楽モデルより精密な言語モデルが得られると考えられ
る．反復構造が予め与えられれば個々の楽曲の文法は音型
に基づく音符列の生成モデル [6, 8]を用いて学習できる．
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図 1 提案モデルの概要図．提案モデルは音型の不完全反復による
楽譜生成を記述する言語モデルと時間変動を含む音楽演奏生
成を記述する演奏モデルから成っている．

逆に，用いられている音型が分かれば，反復構造はより正
確に推定できる．この鶏と卵の関係を解くためには，文法
学習と構造推定を同時に行う枠組みが必要である．
この文法学習と構造推定の相互関係は，自然言語処理の

分野でも話題となっており，ベイズ学習に基づく手法が開
発されている [16,17]．例えば，単語の切り出しと語彙の同
時学習手法 [18]は，音符と文字，音型と単語の対応を考え
ると，今の問題と類似している．また，最近では単語の変
形の問題も注目されている [19, 20]．反復パターンの変形
のモデルは，音楽で一般的に現れる不完全反復 [21]を捉え
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るために必要である．
本稿では，演奏信号から楽譜とその背後にある個別の言

語モデルを同時学習するための階層ベイズモデルを提案す
る（図 1）．このモデルは，(a)音型に基づく言語モデルの
生成，(b)言語モデルによる音符列の生成，(c)音符列に基
づく演奏信号の生成からなる，3つの過程を階層的に記述
する．(a)はいわば作曲者が楽曲で用いる音型を選択する
過程をモデル化したもので，ディリクレ過程 [22]を用いて
一般的音楽モデルから楽曲ごとの個別の言語モデルが生成
される過程を記述する．(b)では，不完全反復を含む音符
の生成を，音型の変形を記述する確率モデルにより表現す
る．演奏の生成過程は，楽譜・演奏マッチングの研究で従
来用いられているテンポ変動のモデル [23, 24]により記述
する．本稿では楽譜要素のうちリズムの側面のみ扱い，単
旋律音楽に限定して議論することにする．
本研究の貢献は，ベイズモデルに基づくリズム採譜と背

後にある文法・構造学習を同時に行う手法の開発と音型の
不完全反復の取り扱いにある．音楽におけるベイジアン文
法学習は，PCFG（確率的文脈自由文法）モデルに基づくも
のがあるが，変形を含まない音型を用いたもの [8]や音型
を用いない音符単位の生成に関するもの [25, 26]に限られ
ていた．自然言語処理分野でも，変形を含む文章に対する
文法学習と単語の切り出しを同時に行う手法は提案されて
いない．提案モデルに基づくリズム採譜手法を評価し，従
来の HMMより高精度でリズム採譜ができることを示す．

2. 関連研究
本節では，従来提案されてきた採譜のための統計モデル

に基づく音楽言語モデルについてレビューする．これらの
モデルは，提案モデルのベースになるもの，あるいは比較
評価の対象となるものである．言語モデルの出力は音符列
x1:N = x1 · · ·xN (N は音符数）である．（以降，時系列に
対して同様の記法を用いる．）本稿ではリズムの側面のみに
注目しているので，xn は n番目の音符の音価を表す．音
価は，楽譜に記される音長の全音符に対する相対的な値と
して定義する（例えば，四分音符は x = 1/4，付点二分音
符は x = 3/4など）．

2.1 音符マルコフモデル
音符列のマルコフモデルが初期の研究で提案されている

（図 2）[6]．1次のモデルでは，x1:N の確率は遷移確率の積
として次のように与えられる．

P (x1:N ) =

N∏
n=1

P (xn|xn−1). (1)

ここで P (x1|x0) ≡ P (x1)は初期確率を表すものとする．
同様に，P (xn|xn−1)を P (xn|xn−1, . . . , xn−p+1)に代える
ことで p次のマルコフモデルが定義できる．
この音符マルコフモデルには，音価列の論理制約に表現

音型モデル
 (2.2節)

& 42 œ œ œ œ œ
œ œ œ œ œ
œ jœ jœ œ œ音符マルコフモデル

 (2.1節)
拍節マルコフモデル

(2.3節)

図 2 従来研究における 3 種類の楽譜の表現方法 [5–8]．

できないものがあるという欠点がある．例えば，三連符は
3つ組あるいは 2倍の三連符とのペアでのみ現れるという
制約は，どれだけ高次のマルコフモデルを用いても表現で
きない．また拍節構造をモデルに組み込むこともできない．

2.2 音型モデル
クラシック音楽やポピュラー音楽などの多くの音楽

では，楽譜は拍節構造を持つため，これを表現するモデ
ルとして音型モデルが提案されている [6, 8]．音型マル
コフモデル [6] では，小節などの単位ごとの音型の集合
を状態空間として扱う．以下，音型の種類の数を K と
し，各音型を Bk = zk,1 · · · zk,L (k = 1, . . . ,K) と記す．
ここで，zk,ℓ (ℓ = 1, . . . , L) は音型 k の ℓ 番目の音符を
表す．音型の系列 w1 · · ·wI (wi ∈ {Bk}Kk=1) の確率は，
遷移確率 πkk′ = P (wi = Bk′ |wi−1 = Bk) と初期確率
π0
k = P (w1 = Bk)の積で与えられる．
音符列（z1:M と記す）は生成された音型列 wi:I を結合

することにより得られ，その確率は 2層の階層マルコフモ
デル [27]により記述される．上の階層は音型，下の階層は
音符に対応している．各音符 zm は (k, ℓ)のペアにより表
され，遷移確率は次で与えられる．

P
(
zm=(k′, ℓ′)|zm−1=(k, ℓ)

)
= δℓLπkk′δℓ′1 + δkk′δℓ′(ℓ+1).

ここで，δは Kroneckerのデルタを表す．PCFGに基づく
同様のモデルも提案されている [8]．
音型モデルのもう一つの長所は，三連符の論理制約など

を記述できることである．一方で，シンコペーションの取
扱いはこのモデルの問題点である．シンコペーションは，
小節線など音型の境界をまたぐ音符を含むため，音型モデ
ルでは簡単には記述できない．

2.3 拍節マルコフモデル
拍節構造を表現できるもう一つのモデルは，音符を小節

内のビート位置で記述する，拍節（グリッド）マルコフモ
デルである [5,7]．n番目の音符のビート位置を snで表し，
小節の長さをGと記す．音符列の生成は，ビート位置のグ
リッド上のマルコフ過程により記述され，系列 s1:N+1 の
確率は遷移確率 P (sn|sn−1)の積により式 (1)と同様に与
えられる．n番目の音符の音価は，

xn =

sn+1 − sn, (sn+1 > sn);

G+ sn+1 − sn, (sn+1 ≤ sn),
(2)
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図 3 音型の変形モデル．
で与えられ，sn+1 が sn よりも小さい場合は，次の小節の
ビート位置を表すものとする．
元々の拍節モデルでは，小節長までの音価しか記述して

いないが，より大きな音価を記述するようにモデルを拡張
できる．このために，まず各音符 n に対して，離散変数
jn = 0, 1, . . . , J−1を導入し（Jは正の整数），n−1番目と n

番目のオンセット位置の間に何小節飛び越えるかを表現す
る．つまり，n番目の音符の音価は xn = jn+1G+sn+1−sn

で与えられる．変数のペア (sn, jn)を状態変数とすること
により，JGまでの音価を記述するモデルを構成できる．
拍節モデルの長所は，シンコペーションが扱えることで

ある．式 (2) において sn+1 ̸= 0 かつ sn+1 < sn の場合，
n番目の音符はシンコペーションされた音符を表す．一方
で，拍節モデルは新たな音価を加えた場合や異なる拍子に
対して新たにモデル構成が必要など，モデルの拡張性の低
さは短所といえる．

3. 提案モデル
提案モデルは，言語モデルと演奏モデルの 2つの要素か

らなる．以下，これらのモデルの詳細と推論アルゴリズム
について述べる．

3.1 言語モデル
音型の不完全反復を含む楽曲構造を反映する音楽言語モ

デルを構成するため，2.2節の音型モデルを次の 2点で拡張
する．まず音型モデルをディリクレ過程を用いてベイジア
ン拡張することで，限られた音型のみが選択されるコンパ
クトな文法を持ち，反復構造が誘導される言語モデルの生
成過程をモデル化する．また音型の変形モデルを組込むこ
とにより，不完全な反復を含む楽譜の生成過程をモデル化
する．以下，変形モデルとベイジアン拡張の順に説明する．
3.1.1 音型の変形
提案する言語モデルの出力 x1:N は，2.2節の音型モデル

により生成された音符列 z1:M に変形を付すことで得られ
る（図 3）．本稿では実際の楽曲に現れる典型的な変形であ
る，音符の挿入とシンコペーションに注目し，特にこれら
の内で音価の総和が変化しないものを考える．
音符 zm から挿入により得られる音符列を z̃1, . . . , z̃Q と

記すと，音符の挿入の確率は P (z̃1 · · · z̃Q|zm)の形で表され
る．ここで，z̃1 + · · ·+ z̃Q = zm が成立つ．記号 Qにより
挿入後の音符数を表し，q(= 1, . . . , Q)を挿入後の音符の添
字とする．また Ch = z̃1 · · · z̃Q (h = 1, . . . , H)により可能

œ œ œ.œ œ

œ œ œ音型内の音符

挿入パターン

添字

図 4 音符挿入による音型の変形の例．
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図 5 シンコペーションによる音型の変形の例．

な挿入後の音符列の一つ（以下，挿入パターンと呼ぶ）を
表し（図 4），確率 P

(
Ch|zm = (k, ℓ)

)
を ϕ(kℓ)h と記すこと

にする．音符列 z1:M 内の各音符 zm に対して挿入パター
ン hmを適用して得られる，音符列を y1:N で表す．この音
符挿入による変形の過程は，2.2節の音型モデルにさらに
一つ下の階層のマルコフモデルを付け加えることで記述で
きる．
シンコペーションは音型の境界をまたいで，音型の最後

の音符と次の音型の最初の音符の音価が同時に変形された
ものと捉えられる．音符列 y1:N からシンコペーションを
付すことで得られる音符列を x1:N と記すことにする．シ
ンコペーションは，その度合を表す変数 sによりパラメー
タ化でき，次の音符の変化に対応する（図 5）．

yn → xn = yn + s, yn+1 → xn+1 = yn+1 − s. (3)

ここで xn+1 はある音型の最初の音符を表す*1．変数 sは
正負両方の値を取ることができ，正の場合は掛留音（sus-

pension），負の場合は先取音（anticipation）を表す．シン
コペーションは，音型モデルの状態変数 wiを (wi, si)のペ
アに拡張することにより記述できる．θs = P (s)と記すと，
遷移確率は P (wi = Bk′ , si|wi−1 = Bk, si−1) = πkk′θsi と
拡張される．ここで単純化のため，変数ごとに確率が独立
であると仮定した．初期確率の拡張も同様である．
以上をまとめると，言語モデルにより生成される楽譜

x1:N は，確率変数 w1:I , s1:N と h1:M により明示され，各
音符 xnは添字の組 (k, ℓ, h, q, s)により明示される．このモ
デルは次の遷移確率をもつマルコフモデルで記述される．

P
(
xn = (k′, ℓ′, h′, q′, s′)|xn−1 = (k, ℓ, h, q, s)

)
= δqQϕ(k′ℓ′)h′δq′1

[
δℓLπkk′θs′δℓ′1 + δkk′δss′δ(ℓ+1)ℓ′

]
+ δhh′δ(q+1)q′δkk′δℓℓ′δss′ . (4)

3.1.2 ディリクレ過程
言語モデルのパラメーター πk = (πkk′)k′ , π0 = (π0

k)k,

ϕ(kℓ) = (ϕ(kℓ)h)h と θ = (θs)s は音符列の統計的性質を表
す．楽曲によって用いられる音型や変形の種類は異なるた
*1 ここで導入した変数 s は，2.3 節の sn とは無関係である．
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め，個々の楽曲に対して異なるパラメータの値を考えるこ
とにする．ベイズモデルの枠組みでは，これらのパラメー
タは事前モデルから生成されるものとして記述される．音
型の分布がスパースになるような事前モデルを用いれば，
限られた音型のみから成るコンパクトな文法を記述できる．
生成される分布のスパースネスをコントロールできる事

前モデルとしてディリクレ過程がある．有限次元の分布の
場合，離散分布 πに対するディリクレ過程は，基底分布 ω

と集中度 αを用いて次のように記述される．

π ∼ DP(α,ω) = Dir(αω). (5)

ここで Dir(·)はディリクレ分布を表す．このように生成さ
れた分布は E[π] = ω を満たし，αが小さい場合は π の多
くの要素は 0となる傾向を持つ．
言語モデルの πk と π0 に対してこのようなディリクレ

事前モデルをおく．

πk ∼ Dir(αωk), π0 ∼ Dir(αω0). (6)

ハイパーパラメータ ωk と ω0 に楽曲データから学習した
一般的音楽モデル用いた場合，このディリクレ過程は作曲
者が音楽的に可能な音型から個別の楽曲に使う音型を選択
する過程と解釈できる．またこれらのハイパーパラメータ
を一様分布とすることにより，教師なし学習をすることも
できる．集中度 αが小さい場合，各楽曲では小数の音型の
みが使われることになり，コンパクトな文法が誘導される．
ϕ(kℓ) と θに対しても同様にディリクレ事前分布をおく．

ϕ(kℓ) ∼ Dir(ξ), θ ∼ Dir(λ). (7)

3.2 演奏モデル
リズム採譜の問題設定では，楽譜は演奏を通して間接的

に得られるものである．MIDI演奏信号は発音時刻の系列
t1:N+1，あるいは同等である，IOI（発音時刻間隔）の系
列 d1:N により明示される．ただし，IOIは dn = tn+1 − tn

で定義される．演奏モデルは，楽譜が与えられた時の確率
P (d1:N |x1:N )を記述するものである．
ここでは，演奏・楽譜マッチングの研究で提案されてい

る線形動的システムに基づく演奏モデルを用いることにす
る [23,24]．これは，音楽演奏の時間揺らぎに対する次の 2

つの要因，演奏者の動作ノイズによる発音時刻の揺らぎと
テンポ変動を確率的に記述したモデルである．テンポは，
発音時刻の揺らぎを除いた時に IOIと音価の比 dn/xn を
表す潜在変数 vn により表され，その変動はマルコフ過程
により記述される．テンポ変動と動作ノイズの両方をガウ
シアンで表すと，演奏モデルは次の式で与えられる．

vn|vn−1 ∼ N(vn−1, σ
2
v), dn|vn, xn ∼ N(vnxn, σ

2
t ).

ここで σv と σt は，それぞれテンポ変動と動作ノイズの標
準偏差を表す．演奏モデルの完全データ確率は次式で与え
られる．

P (d1:N , v1:N |x1:N ) =

N∏
n=1

P (dn|vn, xn)P (vn|vn−1). (8)

ここで，P (v1|v0) ≡ P (v1)はテンポの初期確率を表す．実
際上は，テンポ変数には音楽で典型的に用いられる範囲内
で離散化した値を用いることで，推論が可能となる．式 (4)

と (8)により，提案モデルは Zn ≡ (xn, vn)を潜在変数と
する階層 HMM [27]として記述されることが分かる．

3.3 推論アルゴリズム
演奏信号 D = d1:N とハイパーパラメータ Λ =

(ωk,ω
0, α, ξ,λ) が与えられた時に潜在変数 Z = Z1:N

と言語モデルのパラメータ Θ = (πk,π
0, ϕz,θ) を同時

推定することが目標である．モデル学習のステップで
は，パラメータ Θ を事後確率 P (Θ|D,Λ) の最大化によ
り推定する．採譜のステップでは，潜在変数を事後確率
P (Z|D,Θ) ∝ P (Z,D|Θ)の最大化により推定するが，これ
は標準的なビタビアルゴリズムを用いて行える．P (Θ|D,Λ)

を直接最大化することは難しいが，ギブスサンプリング
を用いて漸近的に厳密な推定を行える．これは同時確率
P (Z,Θ|D,Λ) からサンプリングを行うことで P (Θ|D,Λ)

からのサンプルを得る方法である．
ギブスサンプリングは，P (Θ|Z,D,Λ)からのパラメータ
のサンプリングと P (Z|Θ, D,Λ)からの潜在変数のサンプ
リングを交互に行うものである．前者のサンプリングで
は，モデルパラメータは事後ディリクレ分布からサンプル
できる．例えば，遷移確率パラメータ πk は

πk|Z,Λ ∼ Dir
(
αωk + fk(Z)

)
, (9)

からサンプルできる（fkk′(Z) は x1:N の中で現れる遷移
Bk→Bk′ の数，fk(Z) =

(
fkk′(Z)

)
k′ を表す）．他のパラ

メータのサンプリングも同様にできる．
確率 P (Z|Θ, D,Λ)からのサンプリングは，前向きフィル
タリング・後向きサンプリングの方法により行える．前向
きアルゴリズムにより前向き変数 αn(Zn) = P (Zn, d1:n|Θ)

を計算した後に，潜在変数は

P (Zn|Zn+1:N , D,Θ) ∝ πZnZn+1P (dn+1|Zn, Zn+1)αn(Zn)

に よ り 逐 次 サ ン プ ル で き る ．た だ し ，ZN は
P (ZN |d1:N ,Θ) ∝ αN (ZN ) からサンプルする．潜在
変数である x1:N と v1:N は P (Z|D,Λ) の中で強い相関を
持つため，これらは同時にサンプルする必要があることに
注意が必要である．
言語モデルの状態数は O(104)程度になり得る上，テン

ポ変数との積空間はさらに多くの状態を持つため，前向き
アルゴリズムの計算コストが実際的でないことがある．こ
れは状態数が Ns の場合に，前向きアルゴリズムの計算量
が O(NN2

s )であることから理解できる．この問題の解決
案として，粒子フィルターを用いて前向き変数を近似的に
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正解楽譜

推定結果
スケーリング変換

音価の置換

図 6 リズム採譜結果の修正におけるスケーリング変換と音価置換
の例．

計算することができる．これにより，粒子数を Np とする
と，計算量は O(NNsNp)にまで削減できる．

4. 評価
4.1 セットアップ
提案モデルを評価するため，リズム採譜の精度を従来の

HMMに基づくモデルと比較する．評価には，J-pop 30曲
のメロディーのMIDI演奏を用いた（曲の長さは約 15秒
から 50秒程度であった）．候補とする音価には，全音符か
ら 16分音符までの長さを持つ，通常の音符と付点音符と
三連符を用いた．提案モデルにおける音型には，これらの
音符からなる半音符分の長さの音型全てと全音符の長さを
持つ (1)，(3/4,1/4)と (1/4,3/4)の三種類の音型を用いた．
またこれらの音符のペアで表される，全ての音符の挿入パ
ターンを用いた．シンコペーションの度合も，これらの音
価とその負の値と 0のどれかであるものとした．
提案モデルは，教師あり，半教師あり，教師なしの 3つ

の学習条件と，音型の変形モデルありとなしの 2通りの組
合せで，全 6通りの条件でテストした．教師あり学習で音
型の変形なしの条件は，従来の音型 HMM [6]と同等であ
る．この条件では，(πk)k と π0をRWCデータベース [28]

のポピュラー曲 100曲のメロディーを用いて学習した．半
教師あり学習条件では，(ωk)k, ω

0 と λを同じデータで学
習した．教師なし学習条件では，(ωk)k と ω0 は一様分布
とし，λs は，s = 0ならば 10，それ以外の場合 0.05とし
た．その他のハイパーパラメータは，α = 700, ξh は挿入
なしに対して 0.1，その他は 0.01，σt = 0.02 秒，そして
σv = 0.06 (秒/四分音符)とした [24]．
比較手法として，音符 HMM [6]と拍節 HMM [5]（それ

ぞれ 1 次のもの）を実装した．これらのモデルは上述の
RWCデータベースを用いて学習した．また拍節 HMMで
は，小節単位を四分音符 2個分（即ちポピュラー楽曲に多
い 4/4拍子では半小節分）とし，最大音価を音符 HMMや
提案モデルと揃えるため J = 2とした．演奏モデルは，提
案モデルと同じものを用いた．
リズム採譜の評価尺度として，「リズム修正率」を次の通

り定義して用いた．まず，リズム修正コストを推定結果を
正しい楽譜に修正するために必要な編集操作の最少数とし
て定義し，これを音符数で割ったものをリズム修正率とし
た．リズムの修正に用いる編集操作として，音符単位の音

表 1 リズム修正率 R の平均値と標準誤差．値が小さいほど良い．

モデル 学習法 変形モデル R [%]

1 提案モデル 教師なし ✓ 12.8± 1.3

2 教師なし 16.5± 1.8

3 半教師あり ✓ 6.6± 1.0

4 半教師あり 17.7± 2.2

5 教師あり ✓ 7.8± 1.2

6 教師あり 14.7± 1.8

7 音符 HMM [6] 教師あり 7.9± 1.4

8 拍節 HMM [5] 教師あり 7.3± 1.3
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図 7 教師あり学習と半教師あり学習した提案モデル（ともに変形モ
デルあり）によるリズム採譜結果の比較．

価の置換のほか，音価列の部分列に対するスケール変換を
用いた（図 6）．スケール変換を加えた理由は，音価の単位
の選択には任意性があることによる．例えば，60 BPMの
テンポで演奏した四分音符は，120 BPMで演奏した二分
音符と同じ音長となる．詳細は紙面の都合上，他の論文に
記すが，最小限必要な編集操作の数 Ne は Levenshtein距
離と同様な動的プログラミングによって計算できる．リズ
ム修正率R はR = Ne/N で与えられ，小さいほど良い．

4.2 結果
表 1に結果を記す．提案モデルでは，音型の変形モデル

を組込むことにより全ての学習条件で，リズム修正率の平
均が向上した．変形ありの場合の教師あり学習と半教師あ
り学習の結果を比較すると，個々の楽曲の文法学習が有効
的に働いていることが確認できる．また，教師なし条件で
は教師あり条件に比べて 5ポイント精度が低かった．提案
モデルで最も精度が高かった，変形ありの半教師あり学習
の場合の結果は，従来の HMMに基づく手法よりも精度が
高かった．
図 7に示す結果の例では，教師あり学習した音型モデル

に比べ，半教師あり学習した提案モデルにより反復構造が
捉えられているとこが確認できる．教師あり学習の場合に
推定誤りがあった箇所が，半教師あり学習の場合では反復
構造と共に正しく推定されている．図 8に示す結果の例で
は，提案モデルによってシンコペーションと音符の挿入に
よる変形を含む音型の不完全反復構造が捉えられているこ
とが確認できる．
提案法の性能を向上するための改良の余地は多い．一つ
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正解の楽譜
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図 8 提案法（半教師あり，変形モデルあり）によるリズム採譜結果
の例．上から 3番目は推定結果，4番目は変形を除いた推定結
果を示している．

は可変長の音型モデルにより，音型の長さの選択に関する
任意性を取り除くことである．これは階層ディリクレ過程
を用いて行えると考えられる．また階層的な反復構造のモ
デル化および音高情報を用いた反復構造の推定も有効だと
考えられる．

5. おわりに
音楽MIDI演奏信号から，楽譜とその背後にある楽曲ご

とに個別の言語モデルを同時に推定する枠組みについて論
じた．提案モデルにより，楽曲ごとのコンパクトな文法の
学習および代表的な音型によるセグメンテーションができ
ることが確認できた．反復構造に基づく文法と構造の同時
学習の枠組みは，音響信号を入力とした現実的な採譜でも
有効であると考えられる．今後，無限語彙モデルに拡張し，
可変長の音型の自動学習を行う予定である．また多声音楽
に対する拡張のため，声部構造の扱いも今後の課題である．
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